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Извештај за 2011 год.

6.1 Разматрање метода предвиђања са посебним нагласком на електроенергетику

Predviđanje kao predmet istraživanja izabrano je kao deo SmartGrid koncepta u kome su informaciono komunikacione tehnologije (IKT) intenzivno koriste. 
Vremenski niz je skup rezulatat posmatranja koji se uzimaju u nizu uzastopnih treneutaka. Vremenski niz koji može da se tačno predvidi naziva se determinističkim, a vremenski niz čije se vrednosti na osnovu prethodne informacije mogu predvideti samo delimično, a da se tačne vrednosti ne mogu naći, naziva se stohastičkim. Naš je interes ovde vezan za determinističke nizove.
Razmotrimo skalarni niz označen sa yi, i=1,2, … m. On predstavlja skup vrednosti dobijenih posmatranjem (merenjem) nepoznate funkcije 
[image: image1.wmf])
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(6.1.1)

gde je 
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 željeni odziv sa prihvatljivom greškom ε. 
Predviđanje vremenskih nizova je jednoznačno sa modelovanjem procesa koji leže u osnovi fizičke pojave koja je odgovorna za generisanje niza. Otuda i težina zadatka koji se preuzima. Postoji veliki broj pokušaja da se nađe rešenje ovog problema. 
Većina metoda zasnovana je na statističkom rezonovanju što vodi ka rezultatima iskazanim u obliku parametara stohastičkog niza kao što su trend, periodičnost i disperzija. Kada se primenjuju ovi metodi potrebno je raspolagati dugim vremenskim nizovima (dužih od 50 uzoraka) koji omogućavaju implementaciju statističkih koncepata. 

Među klasičnim determinističkim metodama može da se pomene k-nearest-neighbor [1] metoda u kojoj, kadagod se predviđa, dati niz podataka se pretražuje unazad sa ciljem da se pronađe situacija (tok podataka) koja je slična tekućoj. Ovaj metod, praktično, traži periodičnost u podacima i ne može biti osnova za predviđanje u opštem slučaju, naročito ne u slučaju kratkih vremenskih nizova. 
Naime, postoji veliki skup tehnoloških, prirodnih i društvenih domena u kojima su merenja obavljena tek u skorije vreme tako da na raspolaganju za predviđanje stoje kratki vremeski nizovi. Tome treba dodati opšteprihvaćeni stav da najskoriji podaci imaju najveći značaj za predviđanje.

Imajući sve to na umu mi smo sebi postavili zadatak da pronađemo sistematski metod koji će pokriti sve aspekte predviđanja potrošnje električne energije,a da pri tome koristi isti osnovni algoritam nezavisno od toga na kojoj vremenskoj skali se obavlja predviđanje: na sat, dnevno, nedeljno, mesečno ili godišnje. Rešenje koje je izabrano zasniva se na primeni veštačkih neuronskih mreža (VNM) za predviđanje zasnovano na kratkim determinističkim vremenskim nizovima. 
U ovom odeljku biće razmotreni naši primarni rezultatai koji su uticali na naš konačni izbor. Nećemo davati iscrpan pregled literature s obzirom da je on dat u našim publikacijama koje si navedene dole. 

Zahvaljujući jednom ranijem projektu mi smo, na osnovu raspoloživih podataka, najpre razmotrili problem predviđanja broja zastarelih računara u SAD. Na osnovu podataka iz literature, stavljajući t0= 1991, posle normalizacije  dobili smo Tabelu 6.1.1 kao skup merenja koja predstvaljaju količine zastarelih računara u SAD. Ordinatna osa je ovde normalizovana sa M=106 kubnih stopa. Isti su podaci vizualizovani na Sl. 6.1.1 

Tabela 6.1.1. Količine zastarelih računara
	t
	1
	2
	3
	4
	5
	6
	7
	8
	9

	f(t)
	7.03
	8.67
	10.0
	9.33
	9.85
	10.18
	12.54
	14.76
	18.4
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Slika  6.1.1. Vizualizacija Tabele 6.1.1

Prvih osam podataka biće upotrebjeni za obuku VNM, a poslednji t.j. t=9 i f(t)=18.4, biće upoređeni sa poređenjem sa ciljem da se verifikuje metod predviđanja.
Za rešavanje ovog problema upotrebljene su VNM. Naime, imajući u vidu da je predviđanje koračanje u mraku, potrebno je da se dobiju bar dva predviđanja koja podržavaju jedno grugog. Iz tog razloga, za potrebe predviđanja,  razvijene su dve topologije VNM koje su dobile nazive “Time controlled recurrent” (TCR) i “Feed Forward Accommodated”. One će biti detaljnije opisane u odeljku 6.2. 

Rezultati koji su dobijeni posle obuke i verifikacije VNM prikazani su u Tabeli 6.1.2. Ona sadrži podatke o strukturama mreža kao I o predviđenoj vrednosti.
Tabela 6.1.2. Predviđanje količina zastarelih računara. Primedba: F(9)=18.4.

	Vrsta rešenja
	Broj skrivenih neurona
	Broj izlaznih neurona
	f (9)
	Greška (%)

	TCR
	10
	1
	17.2114
	6.46

	FFAP
	4
	4
	18.2274
	0.94


Literatura 6.1

1. Murto P., ‘Neural Network Models for Short-Term Load Fore​casting”, MS Thesis, Helsinki University of Technology, 1998.

6.2 Избор једнокорачних и вишекорачних метода

Ovde će biti dat opis dveju arhitektura VNM koje su upotrebljene za predviđanje

A. Primena TCR VNM
 “Time-delayed re​cur​rent” VNM se često preporučuje u literaturi za primene u predviđanju. To je arhitektura sa povratnom spregom pri čemu se izlazni signal vraća na ulaz posle izvesnog kašnjenja.  U isto vreme vremenska promenljiva kontroliše izlaznu veličinu kao što je prikazano na Sl. 6.2.1. U ovom slučaju VNM se obučava da uči niz parova {[ti; f(ti-j), j=0,…,q];[ f(ti+j), j=1,..,k]}, i=q,...,n-k,  tako da je:
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i=q,...,n-k,      

(6.2.1)

Gde je k broj intervala u budućnosti (predviđanja), a q je broj poznatih uzoraka odziva koji se koriste tokom faze obuke VNM. 
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Slika 6.2.1. ” Time controlled recurrent” VNM
Detalji o aktivacionim funkcijama neurona I o postupku obuke VNM dati su u [6.1]
B. Primena FFAP VNM
U ovom slučaju naš je cilj bio da nateramo VNM da uči istu funkciju više puta ali sa vremenskim pomerajem. Na taj način, smatrali smo, prethodne vrednosti odziva će imati veći uticaj na preslikavanje f(t) nego u slučaju TCR mreže.

Struktura FFAP mreže prikazana je na Sl. 6.2.2. U ovoj arhitekturi postoji samo jedan ulazni priključak, u našem slučaju to je ti. Izlazni priključak Out​put3, ili budući priključak, u našem slučaju, forsira se da aproksimira yi+1. U slučaju da se radi o višekoračnom predviđanju Output3 može da se smatra vektorom. Output2 treba da predstavlja sadašnju vrednost odnosno yi. Najzad, Output1 treba da uči prošlost odnosno vrednost yi-1. Opet, ako se želi kontrola preslikavanja pomoću skupa vrednosti iz prošlosti, Output1 može da se posmatra kao vektor. 
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Slika 6.2.2. Struktura FFAP VNM 

Funkcionalnost mreže može da se iskaže pomoću 
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(6.2.2)

gde je Output1={yi-1,…,yi-q} i Output3={yi+1,…,yi+k}.
Glavni cilj našeg istraživanja bio je da razvijemo metod za jednokoračno predviđanje koje koristi kratak vremenski niz. Primena na višekoračno predviđanje uvek je predstavljala izazov mada smo mi uvek bili svesni da nije moguće predviđati u budućnosti na period koji je meriv sa baznim periodom kojm se raspolaže. Ovakav pokušaj dat je u [1] gde se na osnovu niza od deset uzoraka (godina) predviđa u narednih dvadeset godina. Mi ne smatramo da možemo da se oslonimo na takvo predviđanje.
Kao ilustrativni primer primene naši metod biće primenjeni na podacima koji su objavljeni u [2], a koji se odnose na skraćivanje fizičke dužine kanala MOS tranzistora (L) u vremenu usled napretka tehnologije. Ovaj primer biće nazvan GL problem. U Tabeli 6.2.1, date su 10 vrednosti L za desetogodišnji period koji počinje sa 1998. godinu.  Vrednost koju je trebalo predvideti za godinu 2007. Bila je F(10)=31.6.

Opet, korišćene su dve topologije TCR i FFAP, a rezultati su prikazani u Tabeli 6.2.1, a vizuelzovani su na Sl. 6.2.3. Može se uočiti da obe arhitekture daju skoro istu vrednost pri predviđanju I da obe odlično aproksimiraju poznati deo funkcije.
Tabela 6.2.1. GL problem i njegovo rešenje solutions. Normalizovana fizička dužina kanala MOS tranzistora (u mikroprocesoru). Normalizacija sa M=10-9 m.

	t
	Vrednost koja treba da se dobije
	TCR
	FFAP 
	

	1
	265
	
	
	Aproksimacija

	2
	186.56
	
	
	

	3
	127.1
	127.1
	127.099
	

	4
	90.85
	90.8499
	90.8485
	

	5
	74.98
	74.9799
	74.979
	

	6
	63.4
	63.4
	63.3996
	

	7
	53.6
	53.6
	53.5997
	

	8
	44.24
	44.24
	44.2397
	

	9
	37.41
	37.41
	37.4097
	

	10
	31.6
	32.571
	32.6725
	Predviđanje
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Slika 6.2.3. Vizualizacija Tabele 6.2.1

Kao dodatni primer ovde ćemo predstaviti rezultate dobijene pri predviđanju broja tranzistora po čipu mikroprocesorskog integrisanog kola. Ovaj problem biće nazvan NT problem.

Tabela 6.2.2. NT problem i njegovo rešenje. Normalizovani broj MOS tranzistora po čipu mikroprocesora. Normalizacija sa M=106.

	t
	Vrednost koja treba da se dobije
	TCR 
	FFAP 
	

	1
	12.3
	
	
	Aproksimacija

	2
	16.8
	
	
	

	3
	24.3
	24.3004
	24.3
	

	5
	48.9
	48.9004
	48.9
	

	7
	96.1
	96.1005
	96.0999
	

	8
	137.3
	137.3
	137.1
	

	9
	192.5
	169.42
	193.133
	Predviđanje


Opet se počelo sa 1998. godinom, a rezultati su dati u Tabeli 6.2.3 (treba uošiti da godine pod rednim brojem 4 i 6 nedostaju u skupu izvornih podataka). Sve ovo vizuelizovano je na Sl. 6.2.4.

Lako je uočiti da je i ovde dobijena odlična aproksimacija sa obema mrežama s tim što je predviđanje pomoću FFAP mreže bolje. Takođe, ne sme se zaboraviti da je predviđanje obavljeno na osnovu ekstremno kratkog vremenskog niza.
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Slika 6.2.4 Vizualizacija Tabele 6.2.2

Kada se radi o predviđanju više koraka unapred ovde ćemo dati neke od rezulatata koji se odnose na predviđanje za nešto duži period nego što je jedan korak.
Po našem mišljenju postoje dva načina da se naš metod primeni za višekoračno predviđanje. Najpre, moguće je uzeti rezultat predviđanja za jedan korak odnosno od trenutka ti+1, koji smo označiji sa  yi+1, I dodati ga skupu ulaznih podataka kao da je meren. Sada m ože započeti predviđanje za ti+2 kao da je skup ulaznih podtaka bio duži. Ovaj postupak može da se ponavlja kolokogod nam odgovara.  Biće nazvan “predviđanje konkatenacijom”. Problem sa ovom idejom odnosi se na činjenicu da će greška u predviđanju koju sadrži yi+1 biti ugrađena u sledeće predviđanje i tako redom. Na kraju, teško je imati poverenja u dobijeno predviđanje na duži period. U Tabeli 6.2.3 prikazani su rezultati primene ovog koncepta na primer koji je opisan Tabelom 6.1.1. Primenjene su i TCR i FFAP mreže sa ciljem da se predvidi u t=9, a na osnovu uzoraka iz t=1,2,3,…,7. Zadatak je bio da se predvidi dva intervala unapred. U tom cilju najpre je predviđena vrednost y za t=8. Zatim je ta vrednost ugrađena u ulazni niz i sa njom je predviđeno y(9). Iz tabele 6.2.3 se vidi da su dobijeni rezultati gori nego sa jednokoračnim predviđanjem s tim što je vrednost koju daje FFAP VNM potpuno izmeštena.
Tabela 6.2.3. Predviđanje dva koraka unapred pomoću konkatenacije.
	
	Stvarna
	Predviđena

	TCR
	18.4
	16.8616

	FFAP
	18.4
	26.2071


Alternativno, može se predviđati dva ili više koraka unapred direktno. U takvom slučaju, na primeru TCR mreže, VNM će obavljati sledeće: 
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(6.2.3)
U ovom izrazu k predstavlja broj intervala u budućnosti iza poslednjeg poznatog uzorka. Posmatranjem (6.2.3) zaključujemo da se broj raspoloživih uzoraka smanjuje kako k raste što znači da se smanjuje broj epoha za obuku VNM. Prirodno je da takvo skraćivanje niza raspoloživih podataka vodi ka pogoršanju predviđanja. Ceo ova koncept je bio ponovo proveren na primeru Tabele 6.1.1. Opet su korišćene i TCR i FFAP VNM. Rezultati predviđanja dati su u Tabeli 6.2.4. Poređenjem tih rezultata sa onima prikazanim u Tabeli 6.2.3, da očekivano pogoršanje predviđanja nije odmah primetno (osnovni niz za predviđanje bio je skraćen za samo 1) što znači da ovaj pristup obećava bolje predviđanje od konkatenacije, a naročito ako je polazni niz nešto veći. 
Tabela 6.2.4 Direktno dvokoračno predviđanje
	
	Stvarna
	Predviđena

	TCR
	18.4
	18.7458

	FFAP
	18.4
	17.5698


Literatura 6.2
1. -, (2007), “International technology roadmap for se​mi​conductors, Executive sum​mary”, http://www.itrs.net/
2. Feszty, K., Colin, M., and Baird, J., “Asses​sment of the quantities of waste electrical and electronic equipment (WEEE) in Scotland”, Was​te manage​ment & research, Vol.21, No. 3, 2003, pp. 207-217.
6.3 Развој метода за краткорочно предвиђање у реалном времену (на сат, два сата и сл.)

Predviđanje potrošnje električne energije na nivou predgrađa odnosno na nivou trafostanice ne može po sebi da se smatra problemom sa ograničenim ili sa kratkim osnovnoiim nizom za predviđanje. U stvari, količina podataka u ovom slučaju je dovoljna da se primeni bilo koji metod za predviđanje. Posmatranjem dijagrama potrošnje koji predstvalja vrednosti potrošnje na svaki sat, međutim, lako prepoznajemo da ranije vrednosti potrošnje ne pomažu mnogo kada se radi o predviđanju. To čak vađi i za podatke iz prethodnog dana odnosno za podatke iz istog dana u prethodnoj sedmici. Kao ilustracija ove tvrdnje, na Sl. 6.3.1, dajemo tri dijagrama potrošnje koji predstavljaju isti potrošač u tri dana a) petak 31. januar, 2009., b) četvrtak 30. januar, 2009., i c) petak 24. januar, 2009. god. Numeričke vrednosti iz ove slike prikazane su u Tabeli 6.3.1. Snaga je normalizovana sa faktorom 200 koji se smatra odnosom transformacije transformatora u stanici. Može se uočiti velika sličnost u oblicima krivih ali i suštinska razlika u detaljima za dati sat u danu što potvrđuje pretpostavnku o unačaju najsvežije informacije odnosno o značaju potrošnje iz neposredno prethodnih sati. Saglasno tome mi predlažemo da se problem predviđanja potrošnje u narednim satima (jedan ili dva) reši determinističkim predviđanjem zasnovanim na kratkom-jednodnevnom nizu.  Da bi se predviđanje olakšalo, međutim, na pogodan način biće uvedene i ranije vrednosti kao što su potrošnja u istom trenutku (danu i satu) u prethodnoj sedmici. To je saglasno sa postojećim iskustvom koje govori da svaki dan u sedmici ima svoj specifičan tok potrošnje [1].
Imajući sve to na umu mi smo preuzeli projekt razvoja metoda za predviđanje potrošnje leketrične energije na nivou trafostanice koji je zasnovan na primeni VNM, a koji će biti pogodan za sistematsku primenu stacionarnih vremenskih nizova sa redukovanom dužinom. Sama analiza zašto koristimo baš neuronske mreže data je u [2]. 
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Slika 6.3.1. Srednje vrednosti potrošnje na sat (kW) za tri različita dana (Vizuelizacija Tabele 6.3.1)

Tabela 6.3.1. Srednje vrednosti potrošnje na sat (kW) za tri različita dana
	Br.
	t (min)
	p/200

24.01.09
	p/200

30.01.09
	p/200

31.01.09

	1
	0.06
	0.31
	0.42
	0.40

	2
	146
	0.32
	0.28
	0.32

	3
	284
	0.30
	0.27
	0.34

	4
	422
	0.44
	0.44
	0.30

	5
	561
	0.50
	0.56
	0.50

	6
	700
	0.54
	0.63
	0.58

	7
	837
	0.44
	0.63
	0.64

	8
	977
	0.42
	0.52
	0.58

	9
	1115
	0.41
	0.51
	0.50

	10
	1255
	0.38
	0.44
	0.44

	11
	1393
	0.31
	0.40
	0.35


Da bi postigli ovaj cilj mi smo proširili TCR I FFAP VNM kako bi postale primenljive za pomenuti koncept. Nove mreže dobile su nazive ETCR od “Extended TCR” i EFFAP of “Extended FFAP”. Posle primene novog koncepta, imajuči u vidu da uvek mora da se računa sa oba rezulata (ETCR i EFFAP) kako bi se oni međusobno potvrđivali, zaključili smo da kao konačni rezultat koristimo njihovu srednju vrednost.
6.3.1.   Formulacija i rešenje problema
Ovde će najpre da bude pokazano kako se prilagođava struktura TCR i FFAP VNM. 

TCR mrežu proširujemo tako što uvodimo nove ulazne priključke na kojima se dovode vrednosti potrošnje iz datog (budućeg) trenutka u toku dana ali iz dana koji je za po sedmicu pomeren unazad. Zbog toga je naziv topologije VNM proširen sa “extended”. Rezultujuića rhitektura prikazana je na Sl. 6.3.2. Od sada nadalje biće zvana “Extended Time Cont​rolled Recurrent” (ETCR) arhitektura. Ovde mreža uči skup vrednosti koje predstavljaju potrošnju u prethodna dva sata za dati dan i potrošnju iz prethodnih sedmica za dati (budući) trenutak:
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Slika 6.3.2. ETCR. “Extended time controlled recurrent” VNM
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     (6.3.1)

U ovom izrazu n je redni broj sedmice (u mesecu ili u godini). Tako, vrednosti koje nose indeks n pripadaju tekućoj sedmici, a vrednosti koje nose indeks n-j, j=1,2,3, pripadaju prethodnim sedmicama. i je redni bro uzorlaza izabrani dan. Vrednost označena sa pn,i je nepoznata i treba da se predvidi.  Povećavanjem I za jedan, u stvari, znači pomeranje prozora predviđanja za jedno mesto u budućnost. Ilustracija ovih veličina data je na Sl. 6.3.2. Ona predstavlja mesečnu krivu potrošnje. Naglačena su dva skupa podataka. Poslednji period koji predstavlja tekući dan obeležen je zadebljanom linijom kako bi se naglasilo da se ti podaci koriste za tekuće predviđanje. U (6.3.1) ti podaci imaju indeks n. Pored ovih podataka imamo i niz naglašenih tačaka koje predstavljaju vrednost potrošnje u prethodnim sedmica u trenutku predviđanja. Ovim brojevima dat je indeks n-j u (6.3.1). 
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Slika 6.3.2 Mesečna kriva potrošnje
Na sličan nači proširena je i FFAP VNM kako bi postala “Extended Feed Forward Accommodated for Prediction” (EFFAP). Saglasno tome z aproksiacionu funkciju možemo da pišemo
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Mreža predviđa buduću (nepoznatu) vrednost pn,i+1, na osnovu stvarne vrednosti u tekućem trenutku ti koja je iskazana kroz potrošnju pn,i, ranijih vrednosti potrošnje za dati dan u n–toj sedmici (pn,i-k, k=1,2,3) I na osnovu ranije potrošnje za isti dan u odgovarajuće vreme iz prethodnih sedmica (pn-j,i, j=1,2,3,4). Ovako nastala arhitektura nazvana je “Extended Feed Forward Accommodated for Prediction” (EFFAP). Ona je prikazana na Sl 6.3.3.
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Slika 6.3.3. »Extended feed forward accommodated for prediction« (EFFAP) VNM saglasno sa (6.3.2)

U daljem tekstu biće elaborirana dva primera. Oni se odnose na predviđanje ponoćne potrošnje datog potrošača (date trafostanice). Biće primenjene obe arhitekture.
6.3.2.   Primeri implementacije
Podaci za obuku ETCR mreže pomoću koje nameravamo da predvidimo ponooćnu potrošnju u noći između petka 31. januara i subote 01. februara, 2009. god. prikazani su u Tabeli 6.3.2. Vreme je iskazano u minutama. Pripremljeno je šest lekcija (i=4, ..,10) za obuku VNM pri čemu će za predviđanje biti (i=11). Treba primetiti da u prvom redu koji je numerisan sa 4, vrednost pn,i-3 je, u stvari, prva vrednost u vremenskom nizu: pn,1. Ona je bila izmerena za t1=6 min. Najniži red, koji je odvojen zadebljanom linijom, odnosi se na trenutak kada treba predvideti. Vrednosti koje su unete u tu vrstu biće upotrebljene za pobudu obučene VNM. Vrednost koju treba pogoditi predviđanjem vidimo u Tabeli 6.3.1. i iznosi 0.35. Njome treba popuniti praznz ćeliju u Tabeli 6.3.2.

VNM saglasno Sl. 6.3.3 ima osam ulaznih i jedan izlazni priključak.  Posle obuke ETCR VNM I pobude sa podacima kako je opisano u prethodnom pasusu dala je (za t=1393 min) odziv od 0.4185. Na ovaj način cilj je promašen sa 19.57%. Ovaj rezultat, međutim, govoreći uopšte, može da se smatra relativno dobrim predviđanjem. Pored toga, ETCR VNM ostvaruje idealnu aproksimaciju krive potrošnje što se lako vidi sa Sl. 6.3.4 gde se kriva ulaznih podataka i aproksimaciona kriva poklapaju  u aproksimacionom intervalu t
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{0,1255}.

Tabela 6.3.2. Podaci za obuku ETCR VNM (Petak)

	i
	ti
	pn-1,i
	pn-2,i
	pn-3,i
	pn-4,i
	pn,i-3
	pn,i-2
	pn,i-1
	pn,i

	4
	422
	0.30
	0.32
	0.32
	0.31
	0.40
	0.32
	0.34
	0.30

	5
	561
	0.44
	0.42
	0.38
	0.31
	0.32
	0.34
	0.30
	0.50

	6
	700
	0.50
	0.53
	0.50
	0.41
	0.34
	0.30
	0.50
	0.58

	7
	837
	0.54
	0.68
	0.58
	0.53
	0.30
	0.50
	0.58
	0.64

	8
	977
	0.44
	0.55
	0.60
	0.48
	0.50
	0.58
	0.64
	0.58

	9
	1115
	0.42
	0.55
	0.51
	0.41
	0.58
	0.64
	0.58
	0.50

	10
	1255
	0.41
	0.53
	0.48
	0.50
	0.64
	0.58
	0.50
	0.44

	11
	1393
	0.38
	0.48
	0.48
	0.41
	0.58
	0.50
	0.44
	?
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Slika 6.3.4 Rezultati primene ETCR za petak. Punom linijom prikazani su izvorni podaci, a isprekidanom je prikazan odziv VNM
Isti podaci za obuku ali reorganizovani tako da budu pogodni za primenu EFFAP VNM prikazani su u Tabeli 6.3.3. Treba primeniti da EFFAP VNM ima više ulaznih priključaka od ETCR VNM ali zato ima manje lekcija za obuku.

Tahela6.3.3. Podaci pripremljeni za obuku EFFAP VNM (Petak)

	i
	ti
	pn-1,i
	pn-2,i
	pn-3,i
	pn-4,i
	pn,i-3
	pn,i-2
	pn,i-1
	pn,i
	pn,i+1

	4
	422
	0.30
	0.32
	0.32
	0.31
	0.40
	0.32
	0.34
	0.30
	0.50

	5
	561
	0.44
	0.42
	0.38
	0.31
	0.32
	0.34
	0.30
	0.50
	0.58

	6
	700
	0.50
	0.53
	0.50
	0.41
	0.34
	0.30
	0.50
	0.58
	0.64

	7
	837
	0.54
	0.68
	0.58
	0.53
	0.30
	0.50
	0.58
	0.64
	0.58

	8
	977
	0.44
	0.55
	0.60
	0.48
	0.50
	0.58
	0.64
	0.58
	0.50

	9
	1115
	0.42
	0.55
	0.51
	0.41
	0.58
	0.64
	0.58
	0.50
	0.44

	10
	1255
	0.41
	0.53
	0.48
	0.50
	0.64
	0.58
	0.50
	0.44
	?
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Slika 6.3.5. Rezultati primene EFFAP za petak. Punom linijom prikazani su izvorni podaci, a isprekidanom je prikazan odziv VNM
Posle obuke i pobude dobijenih VNM sa signalima iz zadnjeg reda Tabele 6.3.3, dobijeno je predviđanje (za t=1255) koje iznosi 0.3821. Ova vrednost je za 9.18% udaljena od svog cilja. Dobijeni rezultati su grafički prikazani na Sl. 6.3.5.

Do sada dobijeni rezultati smatrani su ohrabrujućim. Smanjeni broj podataka omogućio je korišćenje jednostavnijih VNM što je sa svoje strane dovelo do rešenja sa fiksnim brojem skrivenih neurona odnosno sa fiksnom strukturom koja ne zavisi od trenutka predviđanja. Naime, u svim eksperimentima korišćene su VNM sa pet neurona u skrivenom sloju u oba slučaja (ETCR i EFFAP strukture). Pri implementaciji algoritma za obuku [3] nismo se suočili sa problemom konvergencije sve dok je primenjivan odgovarajući postupak za generisanje početnih rešenja koji je opisan u [4].
Kada se razmatraju ovi rezultati I porede sa nekim od postojećih treba imati na umu da se ovde predviđanje obavlja u trenutku kada se poslednja vrednost u nizu generiše (merenjem). To je značajno za primenu postupka u sistemu u realnom vremenu. Većina postojećih metoda, međutim, uče dnevnu krivu potrošnje što znači da se ne koriste tekući već podaci iz prethodnih sedmica, ponekad kroz celu godinu, Nama nisu poznata rešenja koja predviđanje obavljaju na način kako je ovde opisano.
Pre nego što nastavimo ponovo naglašavamo da se ovde radi o ekstrapolaciji. To je suštinski različito od generalizacije koja se smatra osnovnim svojstvom VNM. U našem slučaju generalizacija se iskazuje kroz odličnu aproksimaciju zadate krive koja je iskazana nizom podataka. Dobijene VNM imaju identičan odziv sa zadatom funkcijom u zadatom intervalu. To, međutim, nije predviđanje. Da bi se postiglo predviđanje potrebno je da se izađe iz zadatog intervala i da se generiše nova vrednost koja ima samo jednu susednu u zadatom nizu. To mi upravo radimo. Ova se činjenica naglašava ovde pošto većina objavljenih rezultata su dvosmisleni u smislu da se koristi pojam predviđanje, a da se u stvari samo interpolira.
6.3.3. Dinamičko rešenje i usrednjavanje
Pošto smo raspolagali stabilnim algoritmom za generisanje početnih rešenja, fiksnom strukturom VNM kao i dobrim algoritmom za obuku, razvili smo postupak koji je primenljiv za jednokoračno predviđanje dva sata unapred u sistemu koji je direktno povezan  sa merenjima. Time je omogućeno da se softver za predviđanje integriše u sistem za daljinsko učitavanja, upravljanje i naplatu koji će omogućiti snabdevaču električnom energijom da predvidi potrošnju i preduzima odgovarajuće mere u realnom vremenu. 

Primena algoritma zamišlja se tako da dinamički (u realnom  vremenu) generiše predviđanje za vrednost potrošnje u sledeća dva sata. Odmah posle merenja generisao bi se skup podataka za obuku onakav kakav je dat na u Tabelama 6.3.2 i 6.3.3 i obuka VNM bi počela. Posle obuke, tako dobijenam reža bila bi pobuđena sa ulaznim vektorom koji sadrži poslednje merenje i tako bi se generisalo predviđanje za naredna dva sata. Dobijeno predviđanje bilo bi dodato tabeli merenja koja se u  centru snabdevača električnom energijom koristi za upravljanje i naplatu.
Da bi verifikovali ponašanje metoda na složenijem skupu podataka, gornji postupak ponovili smo deset puta tako što smo vremenski prozor pomerali za dva sata I generisali deset uzastopnih predviđanja. Skup rezultata prikazan je na Sl. 6.3.6. Na ovoj slici prikazana je greška u predviđanju. Rezultati su dati za i ETCR i EFFAP.

Kao što se može videti greška u predviđanju za obe strukture varira značajno sa promenom doba dana. Najveća greška kod predviđanja sa ETCR bila je 22.19% (za t=4 hours), a najveća greška u predviđanju sa EFFAP strukturom je 34.83% (za t=6 hours). Može se takođe primetiti da, kao pravilo, za dati trenutak ove dve strukture generišu predviđanje sa značajno različitim odstupanjem od očekivanog. Da bi iskoristili tu osobinu mi smo, po prvi put, upotrebili oba predviđanja I generisali novo predviđanje kao aritmetičku sredinu ova dva. Na ovaj način u rešenje se ugrađuju oba predviđanja što konačni rezultat čini dostojnijim poverenja. Srednja vrednost greške u predviđanju koja nastaje na ovaj način prikazana je na Sl. 6.3.6 zajedno sa greškama predviđanja pojedinačnim metodama. Najveća vrednost srednje vrednosti je 13.94% za t=6 sati.


[image: image21]
Slika 6.3.6. Greška u predviđanju za ETCR, EFFAP VNM i srednja vrednost greške
Na Sl. 6.3.7 prikazan je efekt usrednjavanja. Da bi se lakše uočili konačni rezultati prikazana je samo izvorna potrošnja i srednja vrednost predviđanja 
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Slika 6.3.7. Stvarna i predviđena (srednja vrednost) potrošnje za jedan dan
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6.4 Развој метода за предвиђање дневне потрошње у реалном времену

6.5 Развој метода за предвиђање недељне потрошње

6.6 Развој метода за предвиђање месечне потрошње

6.7 Развој метода за предвиђање годишње потрошње

Predviđanje na godišnjem nivou koje je zasnovano na podacima iz prethodnih godina posmatrano je kao jednokoračni i dvokoračni problem. Za generisanje rešenja primenjeni su isti postupci ka u odeljcima 6.2 i 6.3. Dobijeni rezultati upotrebom TCR i FFAP VNM upoređeni su obima dobijenim primenom teorije sivog odnosno primenom „grey model“  (GM) [1]. vo poređenje je izabrano zato što je GM model jedini koji se u literaturi primenjuje na kratke nizove kakvi su oni koje ovde razmatramo.
U [2] razmatran je problem predviđanja potrošnje električne enrgije na Tajvanu na osnovu podataka iz perioda 1985-1998. Rezultati dati u Tab. 6.7.1  i Tab. 6.7.24 su u GW.

U [3] predviđen je broj novih pretplatnika fiksne tele​fo​nije  u Kini na osnovu podataka iz perioda 1989.- 2004. god. Rezultati dati u Tab. 6.7.1  i Tab. 6.7.2 su u 100 miliona telefona.

Najzad, u [4] predviđena je potrošnja električne ener​gije u provinciji Hebei u Kini na osnovu podataka za  period 1986.-1996. Rezultati dati u Tab. 6.7.1  i Tab. 6.7.2 su u GW.

Rezultati iz literature zajedno sa našim rezultatima dati su u Tab. 6.7.1 i Tab. 6.7.2. Sva rešenja sa VNM imaju 5 neurona u skrivenom sloju. Razmatranjem Tab. 6.7.1 zaključujemo da su jednokoračna predviđanja sa VNM uvek bolja od GM modela. U slučaju dvokoračnog predviđanja GM model je superioran samo u jednom od tri slučaja.
Tabela 6.7.1. Jednokoračno predviđanje

	
	Vrednost
	Greška

	Ref.
	Očekivana
	GM(1,1)
	TCR
	FFAP

	[2]
	131.725
	-4.36
	3.80
	0.18

	[3]
	31086.8
	-17.95
	-9.31
	-8.17

	[4]
	2965
	-4.485
	3.41
	4.14


Tabela 6.7.2. Dvokoračno predviđanje

	
	Vrednost
	Greška

	Ref.
	Očekivana
	GM(1,1)
	TCR
	FFAP

	[12]
	142.4
	3.39
	-1.19
	-2.78

	[13]
	36666.6
	17.82
	0.39
	-8.03

	[14]
	3012
	3.652
	6.52
	7.17


Literatura 6.7
[1] Deng, J., “Introduction to grey system theory”. The Journal of Grey System, Vol. 1, No. 1, 1989, pp. 1–24.

[2] Hsu, C.-C., and Chen, C.-Y., “Applications of improved grey pre​diction model for power demand forecasting”, Energy Con​ver​sion and Management, Vol. 44, No. 14, pp. 2241–2249, 2003.

[3] Li, G.-D., Yamaguchi, X., and Nagai, M. “A high preci​si​on prediction model using hybrid Grey dynamic Mo​del”, Int. J. Learning and Change, Vol. 3, No. 1, pp. 92-109, 2008.

[4] Cui, H.-R., “A long-term electrical power load forecas​ting mo​del based on grey feed-back modification”,  In: Proc. of the 7th Int. Conf. on Machine Learning and Cybernetics, Kun​ming, 2008, pp. 2198-2201.
6.8 Списак публикација

6.1 (Zadatak: 6.3) (Kategorija: Р51-b) Milojković, J.B., Litovski, V.B., “Short term forecasting in Electronics”, International Journal of Electronics,  ISSN: 0020-7217, Vol. 98, No. 2, 2011, pp. 161-172.
6.2. (Zadatak:  6.1) (Kategorija: Р53) Dimitrijević, M.,  Milojković, J., Bojanić, S.,  and Litovski, V.,  “ICT and Power: Synergy and Hostility”, Proc. of the 10th Int. Conference on Telecommunications in Modern Satellite, Cable and Broadcasting Services, TELSIKS 2011, Niš, Serbia, ISBN: 978-1-4577-2017-8, pp. 186-194, Invited paper.
6.3. (Zadatak: 6.6) (Kategorija: Р54) Milojković, J., Litovski, V., Nieto-Taladriz, O., and Bojanić, S., “Forecasting Based on Short Time Series Using ANNs and Grey Theory – Some Basic Comparisons”, In Proceedings of the 11th International Work-Conference on Artificial Neural Networks,  IWANN 2011, June 2011, Torremolinos-Málaga (Spain). 

J. Cabestany, I. Rojas, and G. Joya (Eds.): Part I, LNCS 6691, pp. 183–190, 2011, © Springer-Verlag Berlin Heidelberg 2011.
6.4. (Zadatak:  6.2) (Kategorija: Р54) Milojković, J., and Litovski, V., „Dynamic One Step Ahead Prediction of Electricity Loads at Suburban Level”, Proc. of the First IEEE International Workshop on Smargrid Modeling and Simulation – at IEEE SmartGridComm 2011, SGMS2011, Brussels, October 2011, Proceedings on disc, paper no. 25.

6.5. (Zadatak: 6.3) (Kategorija: Р65) Milojković, J., i Litovski, V., “Poređenje kratkoročnih predviđanja dobijenih teorijom sivog i neuronskim mrežama” Zbornik radova 55. Konferencije za ETRAN, Banja Vrućica, 6-9. juna 2011, EL1.3-1-3.
 Milić, M., Andrejević Stošović, M., and Litovski, V. ,“Oscillation Based Analog Testing - A Case Study”, Proc. of the 34th Int. Conv. on Information and communication Technology, Electronics and Microelectronics, MIPRO 2011, Section: Microelectronics, Electronics, and Electronic Technology (MEET), Proc. on a disc, Paper No. 20.

139. Andrejević Stošović , M., Milić, M., Litovski, V., “Oscillation based diagnosis implementation in active rc notch filters”, Zbornik radova 55. Konferencije za ETRAN, Banja Vrućica, 6-9. juna 2011, EL1.4-1-4.
68. Andrejević Stošović, M., Dimitrijević, M., and Litovski, V., „New Hierarchical Grid Based Diagnosis of Electronic Circuits using ANNs”, International Journal of Research and Reviews in Computer Science (IJRRCS), ISSN: 2079-2557, Special Issue,  Vol. 2, April 2011, pp. 10-17.
Andrejević Stošović, M., and Litovski, V., „Hierarchical approach to diagnosis of mixed-mode circuits using Artificial Neural Networks“, Neural Network World, ISSN 1210-0552, Vol. 21, No. 2, 2011, pp. 153-168
Dimitrijević, M., and Litovski, V., „Power Factor and Distortion Measuring for Small Loads Using USB Acquisition Module”, Journal of Circuits, Systems, and Computers, Vol. 20, No. 5, 2011, pp.  867-880.
Vreme (sati)





10





20





30





40





1





4





6





8





10





12





14





16





18





20





ETCR





EFFAP





Srednja vrednost





Greška u predviđanju (%)





2





0





-10








_1372617565.unknown

_1381214472.unknown

_1384417680.unknown

_1384505204.unknown

_1384504433.unknown

_1381215288.unknown

_1381138518.unknown

_1381138551.unknown

_1381137903.unknown

_1372663706.unknown

_1362760593.unknown

_1362810846.unknown

_1302094003.unknown

_1302333575.unknown

_1360740234.unknown

_1302095706.unknown

_1301990771.unknown

_1302078206.unknown

